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Taches du data mining

Apprentissage supervisé

C'est la tache d'inférer une fonction a partir des données

étiquetés, pour la réaliser, il faut :

Déterminer quelle sorte de données a utiliser (caractéres,
mots, images, ...).

Rassembler un ensemble d’entrainement (les entrées avec
leurs sorties correspondantes a partir des experts ou des
mesures).

Déterminer la structure des caractéristiques (attributs)
Déterminer la structure de la fonction a apprendre et
I"algorithme d'apprentissage

Appliquer I'algorithme sur I'ensemble de données (tunning
des paramétres)

Evaluer la précision de la fonction apprise (sur un
ensemble de test)



Taches du data mining

Apprentissage supervisé

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage

supervisé DeUX typeS :
Evaluation

Combinaison @ Classification : classe discrete (étiquétes)

de modeles , . .,
Méthodes @ Régression : classe continue
KPPV

Naive Bayes

AG

Arbres de
décision

Régression



Apprentissage supervisé

Concepts de bases

Data Mining

Dr A.
DJEFFAL

) Un modele (une fonction, un ensemble de régles, ...) est
dats mining construit en analysant (ou en apprenant de) une base de
données d'exemples d'entrainement avec leurs classes
respectives

Apprentissage
supervisé

Evaluation

e e Un exemple X = (1,29, ..,x,,) est représenté par un

Gl . ; .
& modeles vecteur d'attributs de dimension m.
Méthodes

@ Chaque exemple est supposé appartenir a une classe
Naive Bayes prédéfinie représentée dans un attribut particulier de la
Ac base de donnée appelé attribut de classe.

KPPV

Arbres de @ Classes connues :Apprentissage supervisé

décision

Régression



Apprentissage supervisé

Fonctionnement

Data Mining

Base de test

Dr A. . —
DJEFFAL d'entrainement

A Base d'exemples
Taches du

data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modéles

Méthodes

KPPV

Naive Bayes

AG

Arbres de
décision

Régression



Apprentissage supervisé

Notions clés

Data Mining
B Modele : Résultat de I'entrainement (fonction, arbre,
DJEFFAL N ,
regles, réseau, ...)

Taches du
data mining

@ Données d’'entrainement : ensemble d'exemples utilisés

Apprentissage pour construire le modele
supervisé

@ Données de test : données utilisées pour mesurer la
performance du modele

Evaluation

Combinaison
de modeles

@ Espace d'hypotheéses : espace composé de tous les modeles

Méthodes .
possibles,

KPPV
Naive Bayes @ Exploration de I'espace d'hypothéses : Recherche du

AG modele le plus performant

Qérzr:izje @ Précision : taux de correction du modele sur les données
d’entrainement ou données de test

Régression



Apprentissage supervisé

Caractéristiques d'un modele

Data Mining

Dr A.
DJEFFAL

@ Précision : taux de réponses correctes

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Apprentissage supervisé

Caractéristiques d'un modele

Data Mining

Dr A.
DJEFFAL

@ Précision : taux de réponses correctes

Taches du
data mining

— o Capacité de généralisation : taux de reconnaissance sur les
pprentissage , .
supervisé exemples non vues lors de I'entrainement

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Apprentissage supervisé

Caractéristiques d'un modele

Data Mining

Dr A.
DJEFFAL

@ Précision : taux de réponses correctes

Taches du
data mining

— o Capacité de généralisation : taux de reconnaissance sur les
pprentissage , .
supervisé exemples non vues lors de I'entrainement

Evaluation @ Temps d’entrainement : durée de la phase d’entrainement

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Apprentissage supervisé

Caractéristiques d'un modele

Data Mining

Dr A.
DJEFFAL

@ Précision : taux de réponses correctes

Taches du
data mining

— o Capacité de généralisation : taux de reconnaissance sur les
pprentissage , .
supervisé exemples non vues lors de I'entrainement

Evaluation @ Temps d’entrainement : durée de la phase d’entrainement

Combinaison

de modzles @ Temps d'utilisation : durée d'une réponse
Méthodes

KPPV

Naive Bayes

AG

Arbres de
décision

Régression



Apprentissage supervisé

Caractéristiques d'un modele

Data Mining

Dr A.
DJEFFAL

Précision : taux de réponses correctes

Taches du
data mining

— o Capacité de généralisation : taux de reconnaissance sur les
pprentissage , .
supervisé exemples non vues lors de I'entrainement

Evaluation @ Temps d’entrainement : durée de la phase d’entrainement
Combinaison

de modzles @ Temps d'utilisation : durée d'une réponse

Méthodes o Lisibilité (intelligibilité) : compréhensibilité du modele par

KPPV -
ses utilisateurs

Naive Bayes
AG

Arbres de
décision

Régression



Apprentissage supervisé

Caractéristiques d'un modele

Data Mining

Dr A.
DJEFFAL

Précision : taux de réponses correctes

Taches du
data mining

— o Capacité de généralisation : taux de reconnaissance sur les
pprentissage , .
supervisé exemples non vues lors de I'entrainement

Evaluation

@ Temps d’'entrainement : durée de la phase d'entrainement
Combinaison

de modzles @ Temps d'utilisation : durée d'une réponse

Méthodes o Lisibilité (intelligibilité) : compréhensibilité du modele par

KPPV -
ses utilisateurs

Naive Bayes

AG @ Portabilité : espace mémoire nécessaire pour stocker le
Arbres de mOdeIe

décision

Régression



Evaluation
Objectif

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

@ Evaluer pour s'assurer de la capacité de généralisation en

JAREISTE 2 ES dehors des données d'entrainement.

supervisé

B @ Peut étre testé sur :

Combinaison o Les données d'entrainement elles-mémes : Taux élevé mais

de modéles ne garantit pas une bonne généralisation
(sur-apprentissage)

o Des données différente : écartés des le départ de la base
d’entrainement

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Mesures d’évaluation

Taux de reconnaissance

Data Mining

Dr A.
DJEFFAL

Taches du @ Taux de reconnaissance : rapport (pourcentage) entre le

data mining

nombre de donnée correctement classées et le nombre
Apprentissage s 7
e total des données testées
Evaluation 1 N
Combinaison N
de modeles P - N § L(yu f(xl))
Méthodes =1
KPPV avec : )
Naive Bayes 1 SZ‘ T €T;
A L — ] y’L f( 7«)

0 sinon

Arbres de
décision

Régression



Mesures d’évaluation

Matrice de confusion

Data Mining

Dr A. Taux d'erreurs = 100 — précision
DJEFFAL

@ Aucune information sur la nature des erreurs,
Taches du
data mining @ Important : quelle classe est considérée comme quelle
Apprentissage Classe
supervisé !
Evaluation @ Exemple : considérer un échantillon non cancéreux alors
Combinaison qu'il I'est, est beaucoup plus grave de considérer un
de modeles , . , . ’
échantillon cancéreux alors qu'il ne I'est pas

Méthodes
- o Cas de classification binaire :
Naive Bayes A .y,
A f(zi) =+1 et y; =+1 correcte positive
Arbres de flx)) =41 et y;=—1 fausse positive
décision flz;)) =—1 et y;=—1 correcte négative
Régression ~ , .

flx;))=—1 et y;=+1 fausse négative

11/75



Mesures d’évaluation

Matrice de confusion

Data Mining

Dr A.
DJEFFAL

° : classe positive considérée positive
Taches du , i . , )
data mining @ CN : classe négative considérée négative
A ti s . e e
smervisé e FP : classe négative considérée positive
Evaluation @ FN : classe positive considérée négative
Combinaison
de modeles
Méthodes . Prédictions
KPPV Observations (y) | =] (f)
Naive Bayes +1 CP FN
AG

-1 FP CN

Arbres de

décision

Régression



Mesures d’évaluation

Matrice de confusion

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage

T e Modele sans erreurs : CP+CN = N

Evaluation

@ Multiclasses : nombre de colonnes = nombre de classes

— CP+CN
— CP+FP+CN+FN

Combinaison
de modeles

@ Précision :
Méthodes

KPPV
Naive Bayes
AG

Arbres de
décision

Régression

13/75



Mesures d'évaluation
Moyenne harmonique

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage AUtres mesures :

supervisé

Evaluation @ Sensitivité : Sv = CPC_L%
Combinaison L, oepe e,

de modeéles o SpeCIfICIte : Sp = C]\?iiVFP

Méthodes 2xSvxSp

@ Moyenne harmonique = 501D

KPPV
Naive Bayes

AG

Arbres de
décision

Régression

14 /75



Méthodes d'évaluation

Réle

Data Mining

Dr A.
DJEFFAL

Taches du Apprentissage = plusieurs parameétres,

data mining

, e Exemples d'entrainement,
Apprentissage

supervisé o Leur nOmbre,
Evaluation o Parametres de la méthode d'apprentissage,
Combinaison °
de modéles . N . .
) @ Choix des parameétres = plusieurs essais
Méthodes
KPPV @ Meilleurs parametres : Précision = 100 %
iR Eps @ L’évaluation permet de tirer des conclusions sur le

AG comportement d'un modele face a tout I'espace d'exemples
Arbres de
décision

Régression



Méthodes d'évaluation
Méthode HoldOut

Data Mining

Dr A.
DJEFFAL

Tiches du Suppose que les données d'entrainement sont tout |'espace
data mining drexemples

Apprentissage

supervisé @ Diviser I'ensemble des données en deux parties :
Evaluation @ Partie d'entrainement
Combinaison e Partie de test
de modeles
NPT @ Tester |'efficacité du modéle ne dehors des données
KPPV d'entrainement
Naive Bayes @ Question : quels pourcentages
AG . e . s . f
@ Le pire : positifs dans une partie et négatifs dans |'autre

Arbres de
décision

Régression



Méthodes d'évaluation

Validation croisée

Data Mining

Dr A.
DJEFFAL

o Minimiser I'influence du choix du partitionnement dans
data mining HOIdOUt

Apprentissage . . .. ’ ' H
supervisé @ Principe : Subdiviser D I'ensemble d'apprentissage en k

Evaluation sous ensemble disjoints D1, Do, .., D;, de méme taille

Combinaison

de modtles @ A l'itération ¢ le sous-ensemble D; est réservé pour le test
Méthodes et le reste des exemples sont utilisés pour I'entrainement le
KPPV modele.

Naive Bayes @ Précision = moyenne des k précisions
AG

@ Leave-One-Out : cas particulier k =n
Arbres de
décision

Régression
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Combinaison de modéles

Combinaison

Data Mining

Dr A.
DJEFFAL

Taches du
data mining Nouvel exemple

Apprentissage
supervisé

Evaluation

Y
)

Combinaison ——

Combinaison
de modéles

ERENG

Méthodes Données

KPPV

Naive Bayes

AG k

Arbres de
décision

Régression



Combinaison de modéles
Bagging

Data Mining

Dr A.
DJEFFAL

@ Subdivise I'ensemble D en n sous-ensembles.

Taches du
data mining

N @ A partir de chaque sous-ensemble D;, on apprend un
pprentissage N
supervisé modele M’L

Evaluation o L'ensemble de ces modeles forme un modeéle composé M,.

Combinaison
de modéles

Méthodes o |l est exposé a chaque modele M; pour obtenir une classe
KPPV CM; -

Naive Bayes o Chaque décision est considérée comme un vote.

AG o La classe de décision est prise comme la classe la plus

Arbres de votée.
décision

@ Pour classer un nouvel exemple :

Régression

19/75



Combinaison de modéles
Boosting

Data Mining

Dr A.
DJEFFAL

Teies dlt @ On associe des poids aux exemples.

data mining

Apprentissage @ Une série de k modeles est itérativement apprise.

supervisé

@ Aprés qu'un modele M; est construit, les poids des
exemples sont mis a jour de telle sorte a attirer I'attention

Evaluation

Combinaison

d del N 7 \
SlILcs du modele M, aux exemples mal-classées par le modele
Méthodes

M;.
KPPV
Naive Bayes @ Le Modele final M, combine les voltes des k modéles
AG pondérés par leur précisions.

Arbres de
décision

Régression

20/75



Méthodes d'apprentissage supervisé

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage

supervisé @ Méthodes par analogie (KPPV)

Evaluation
e Méthodes probabilistes (Classification bayésienne naive)

Combinaison
de modeles

e Méthodes par évolution simulée (AG)

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

21/75



Méthodes par analogie
KPPV

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation @ K-plus proches voisins (KPPV)
Combinaison o K nearest neighbors (KNN)

de modeles

Méthodes

Naive Bayes
AG

Arbres de
décision

Régression



Méthodes par analogie
KPPV

Data Mining

Dr A.
DJEFFAL

Taches du @ Apprendre par analogie

data mining

. o Recherchant d'un ou des cas similaires déja résolus
Apprentissage

supervisé

@ Classifier ou estimer

Evaluation

@ "Dis moi qui sont tes amis, et je te dirais qui tu es”

Combinaison
de modeles

@ Pas de construction de modele

Méthod ’ e . ’ . N .
SHoces o C'est I'échantillon d'apprentissage, associé a une fonction

de distance et d'une fonction de choix de la classe en
fonction des classes des voisins les plus proches, qui
constituent le modele

Naive Bayes
AG

Arbres de
décision

Régression




Méthodes par analogie
KPPV

Data Mining

Dr A.
DJEFFAL N -
@ Parametre : le nombre k de voisins

Taches du
data mining

e — o La classe d'un exemple X est ¢(X)

supervisé

@ Donnée : un échantillon de m exemples et leurs classes

@ Entrée : un enregistrement Y

Evaluation

Combinaison
de modeles

@ Déterminer les k plus proches exemples de Y en calculant
les distances

Méthodes

Naive Bayes @ Combiner les classes de ces k exemples en une classe ¢
AG

Arbres de .
décision @ Sortie : la classe de Y est ¢(Y) = ¢

Régression

24/75



Méthodes par analogie
KPPV

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison \ = Not LOY&'
de modeles !

Méthodes

Naive B -
alve ayes

¢ Not Loyal
AG

Arbres de
décision

Régression



Méthodes par analogie
KPPV (Distance)

Data Mining

Dr A.
DJEFFAL

Taches du

St i @ Le choix de la distance est primordial au bon
Apprentissage fOnCtiOnnement de Ia méthOde

supervisé

PO @ Les distances les plus simples permettent d'obtenir des
Camifiveisn résultats satisfaisants (lorsque c'est possible)

de modeles

@ Propriétés de la distance :
o d(A4,A)=0
o d(A,B)=d(B,
o d(A,B) < d(A,

Méthodes

A)
C)+d(B,C)

Naive Bayes
AG

Arbres de
décision

Régression

26 /75



Méthodes par analogie
KPPV (Distance entre numériques)

Data Mining

Dr A.

DJEFFAL o d(z,y) = ldmi oll dpnae est la distance maximale entre

deux numériques du domaine considéré

Taches du
data mining

Apprentissage e Distance Euclidienne : d(z,y) =

supervisé

Evaluation

n
Combinaison e Distance city bloc : d(x,y) = >_ |x; — vl
i=1

de modeles

Wiietes @ Distance euclidienne pondérée :

Naive Bayes d(iv, y) = Z wl( Ly ?/1)

AG

Arbres de o Certains attrlbuts peuvent dominer le calcul de la distance
décision
o Exemple : \/(35 —22)2 + (35000 — 50000)% + (3 — 2)2

Régression



Méthodes par analogie
KPPV (Choix de la classe)

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

@ Choix de la classe majoritaire

Apprentissage . .. . 7 7
supervisé @ Choix de la classe majoritaire pondérée

Evaluation

o Chaque classe d'un des k voisins sélectionnés est pondéré
Gt e e Soit V le voisin considéré. Le poids de c(V) est
de modeles ) . N )

inversement proportionnel a la distance entre
I'enregistrement Y a classer et V

Méthodes

Naive Bayes @ Calculs d'erreur
AG

Arbres de
décision

Régression



Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes

Naive Bayes

AG

Arbres de
décision

Régression

Méthodes par analogie
KPPV (Exemple)

Customer

Income

cards

John “".J« . 35 |35K 3 No
Rachel $57% 22 50K 2 Yes
Hannah 63 200K 1 No

.
Tom ﬁa 50 |170K 1 No
Nellie %g_ 25 |40k 4 Yes

A

37 |50k 2 ?

David @




Méthodes par analogie
KPPV (Exemple)

Data Mining

Dr A.
DJEFFAL

Tsches du Customer Age | Income ?:r.dxs:redlt Loyal Distance from David
data mining -

J— John g 35 |33 13 No ST [O537):4(35-50%
supervise =

5 Rachel@ 22 | 50K 2 Yes sqrt [(22-37)2+(50-50)2
Evaluation em +(2-2)71-15

de modeles

Combinaison Hannah& 63 (200K |1 No

sqrt [(63-37)2+(200-
50)2 +(1-2)2]=152.23

Méthodes Tomt 59 |170K |1 No

sqrt [(59-37)2+(170-
50)2 +(1-2)2]=122

Nellie%; 25 |40k |4 Yes
.E

Naive Bayes

sart [(25-37)2+(40-50)2
+(4-272]=15.74

David (&) (37 [sok |2
AG '“ -

Arbres de
décision

Régression




Méthodes par analogie
KPPV (Mise en ceuvre)

Data Mining

Dr A.
DJEFFAL

Taches du @ Choisir les attributs pertinents pour la tiche de

data mining . . . ,
, classification considérée et les données
Apprentissage

supervise e Choix de la distance par champ et du mode de

Evaluati . . . .

veaten combinaison des distances en fonction du type des champs

Combinaison . 7 N

de modzles et des connaissances préalables du probleme

Méthodes @ Choix du nombre k de voisins déterminé par utilisation
d'un ensemble test ou par validation croisée

NaivelBayes o Une heuristique fréquemment utilisée est de prendre k égal

ne au nombre d'attributs plus 1

Arbres de
décision

Régression
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Méthodes par analogie
KPPV (Discussion)

Data Mining

Dr A.
DJEFFAL

Taches du @ Interprétations : La classe attribuée a un exemple peut

data mining

étre expliquée en exhibant les plus proches voisins qui ont
Apprentissage B .
e amené a ce choix
Evaluation @ La méthode peut s'appliquer dés qu'il est possible de

Combinaison
de modeles

définir une distance sur les champs

Méthodes @ La méthode permet de traiter des problemes avec un
grand nombre d'attributs.

Naive Bayes

o Mais, plus le nombre d’attributs est important, plus le

AG X A
nombre d’exemples doit étre grand.

Arbres de
décision

Régression




Méthodes par analogie
KPPV (Discussion)

Data Mining

Dr A.
DJEFFAL

o dlr @ Tous les calculs doivent étre effectués lors de la

CELE) TS classification (pas de construction de modele)
Apprentissage N . .

e @ Le modeéle est I'échantillon

Evaluation o Espace mémoire important nécessaire pour stocker les
Combinaison données, et méthodes d'acces rapides nécessaires pour

de modeéles /17
accélérer les calculs
Méthodes

@ Les performances de la méthode dépendent du choix de la
distance, du nombre de voisins et du mode de
combinaisons des réponses des voisins.

Naive Bayes

AG

Arbres o En regle générale, les distances simples fonctionnent bien.
rores de
décision

Régression
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Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

@ Les techniques statistiques
I'analyse de données.

P . les premieres utilisées pour

supervisé

Evaluation

Combinaison
de modeles

Méthodes

KPPV

Naive Bayes
AG

Arbres de
décision

Régression

34/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage @ Les techniques statistiques : les premieres utilisées pour
supervisé I'analyse de données.

Evaluation

Combinaicon @ A travers un sous ensemble d'une population, arriver a des

de modales conclusions concernant toute la population.
Méthodes

KPPV

Naive Bayes
AG

Arbres de
décision

Régression

34/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage @ Les techniques statistiques : les premieres utilisées pour
supervisé I'analyse de données.

Evaluation

Combinaicon @ A travers un sous ensemble d'une population, arriver a des

de modeles conclusions concernant toute la population.

Méthod 7 P .
creces @ Basées sur la théorie de Bayes
[

Naive Bayes
AG

Arbres de
décision

Régression

34/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Théorie de bayes

data mining @ Référence théorique pour les approches statistiques de
AEETETHEEE résolution des problémes de classification.

Taches du

supervisé
Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression
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Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Théorie de bayes

data mining @ Référence théorique pour les approches statistiques de
AEETETHEEE résolution des problémes de classification.

supervisé

Taches du

Evaluation @ Soit X un échantillon de données dont la classe est
Combinaison inconnue et qu'on veut la déterminer,

de modéles
Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression
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Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Théorie de bayes

data mining @ Référence théorique pour les approches statistiques de
AEETETHEEE résolution des problémes de classification.

supervisé

Taches du

Evaluation @ Soit X un échantillon de données dont la classe est
Combinaison inconnue et qu'on veut la déterminer,

de modeles

NPT @ Soit H une hypothése (X appartient a la classe C' par
KPPV exemple).

Naive Bayes
AG

Arbres de
décision

Régression

35/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Théorie de bayes
Taches du

data mining @ Référence théorique pour les approches statistiques de
Apprentissage résolution des problemes de classification.

supervisé
Eeeistem @ Soit X un échantillon de données dont la classe est
Combinaison inconnue et qu'on veut la déterminer,

de modeles

NPT @ Soit H une hypothése (X appartient a la classe C' par
KPPV exemple).

@ On cherche a déterminer P(H/X) la probabilité de

e vérification de H apres |'observation de X.

Arbres de
décision

Naive Bayes

Régression

35/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Théorie de bayes

@ P(H/X) est la probabilité postérieure c'est-a-dire apres la
data mining connaissance de X

Taches du
Apprentissage
supervisé
Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

36/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A.
DJEFFAL

Théorie de bayes

@ P(H/X) est la probabilité postérieure c'est-a-dire apres la
data mining connaissance de X

Taches du

Apprentissage e tandis que P(H) est la probabilité a priori représentant la
supervise e , , e . -

probabilité de vérification de H pour n'importe quel
exemple de données.

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

36/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Théorie de bayes

@ P(H/X) est la probabilité postérieure c'est-a-dire apres la
data mining connaissance de X

Dr A.
DJEFFAL

Taches du
Apprentissage e tandis que P(H) est la probabilité a priori représentant la

supervisé e, S i )
probabilité de vérification de H pour n'importe quel
exemple de données.

Evaluation

Combinaison
de modeles

@ Le théoreme de Bayes propose une méthode de calcul de
P(H/X) en utilisant les probabilités P(H), P(X) et
P(X/H) :

Méthodes
KPPV
Naive Bayes
AG

P(H/X) = [P(X/H).P(H)] /P(X)

Arbres de
décision

Régression

36/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. A 1
o Théorie de bayes

@ P(H/X) probabilité d'appartenance de X a la classe C,

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

37/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

oA Théorie de bayes
Taches du @ P(H/X) probabilité d'appartenance de X a la classe C,
data mi'fi"g e P(H) la probabilité d'apparition de la classe C' dans la
e population (nombre d'échantillons € C' / nombre total
Evaluation d'échanti”ons).

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

37/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

o Théorie de bayes

@ P(H/X) probabilité d'appartenance de X a la classe C,
e P(H) la probabilité d'apparition de la classe C' dans la

Apprentissage

supervise population (nombre d'échantillons € C' / nombre total
Evaluation d'échanti”ons).

Taches du
data mining

Combinaison

oo e P(X/H) probabilité d'apparence de chaque valeur des
Méthodes attributs de X dans les attributs des échantillons

KPPV appartenant a la classe C' :

Naive Bayes
AG P(X/H) = [[ P(a; = vi/H)

Arbres de
décision

Régression



Méthodes probabilistes

Classification bayésienne naive

Data Mining

o Théorie de bayes

@ P(H/X) probabilité d'appartenance de X a la classe C,
e P(H) la probabilité d'apparition de la classe C' dans la

Apprentissage

supervise population (nombre d'échantillons € C' / nombre total
Evaluation d'échanti”ons).

Taches du
data mining

Combinaison

oo e P(X/H) probabilité d'apparence de chaque valeur des
Méthodes attributs de X dans les attributs des échantillons

KPPV appartenant a la classe C' :

Naive Bayes
AG P(X/H) = [[ P(a; = vi/H)
Arbres de

décision
Y az 6me

attribut de X et v; sa valeur.

Régression



Méthodes probabilistes

Classification bayésienne naive (Exemple)

Data Mining
A P(sunnylp) = 2/9 P(sunny|n) = 3/5
r .
DJEFFAL P(overcast|p) = 4/9 P(overcast|n) = 0
Outlosk_Te alure Humidity Windy Class
sunny  hat hgh  false N P(rain|p) = 3/9 P(rain|n) = 2/5
TAaches du sunny  hat high true N
data mining o m—
Apprentissage rn—lcoal nomal e & | P(hot]p) =2/9 P(hot|n) = 2/5
Sl“pe”'s‘“- Sursasl et ool te 8 P(mild|p) = 4/9 P(mild|n) = 2/5
Evaluation Sy _jeool el e b | P(coollp) = 319 P(cool|n) = 1/5
Combinai sunay  mild normal  true P _
@ iE e avercast mild high wue P
de modeéles Ve o norr
fan e han s w | P(highp)=3/9 P(high|n) = 4/5
Méthodes P(normallp) = 6/9 | P(normaljn) = 2/5
. P(p) = 9/14
Naive Bayes P(true|p) = 3/9 P(truen) = 3/5
P(n) = 5/14
AG () P(falselp) = 6/9 P(false|n) = 2/5

Arbres de
décision

Régression



Méthodes probabilistes

Classification bayésienne naive (Exemple)

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Un nouvel exemple X = <rain, hot, high, false>

Apprentissage
supervisé

Evaluation * p(xlp) P( )
Combinat P(rain|p)‘P(hot|p):P(high|p)* P(falselp) P(p) =
b 3/9:2/9:3/9'6/9:9/14 = 0.010582
Méthodes * P(X|n)*P(n) =

P(rain|n)*P(hot|n)‘P(high|n)* P(falseln) P(n) =
(AP 2/5'2/5°4/5:2/5'5/14 = 0.018286

Naive Bayes

AG

X est classifié dans la classe n (don't play)

Arbres de
décision

Régression




Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. R . . .
DJEFFAL Cas particuli Valeurs inexistante

ot i @ En pratique, on peut vouloir trouver la classe d'un

data mining enregistrement dont la valeur d'un attribut n’existe pas
Apprentissage
Mt dans la table.

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

40/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. R . . .
DJEFFAL Cas particuli Valeurs inexistante

ot i @ En pratique, on peut vouloir trouver la classe d'un

SR enregistrement dont la valeur d'un attribut n'existe pas
Apprentissage

Mt dans la table.

Evaluation @ "Estimateur de Laplace” : ajouter 1 a tous les

Sombinaison numérateurs des probabilités et on ajoute le nombre de
e modéles o ] g )

Methodes valeurs distinctes de cet attribut au dénominateur.

KPPV
Naive Bayes
AG

Arbres de
décision

Régression

40/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. R . . .
DJEFFAL Cas particulier : Valeurs inexistante

s @ En pratique, on peut vouloir trouver la classe d'un
SR enregistrement dont la valeur d'un attribut n'existe pas
Apprentissage

cupervisé dans la table.

Evaluation @ "Estimateur de Laplace” : ajouter 1 a tous les

Sombinaison numérateurs des probabilités et on ajoute le nombre de
e modéles o i p X

Methodes valeurs distinctes de cet attribut au dénominateur.

KPPV @ Par exemple au lieu d'avoir les probabilités %, % et %, on
Naive Bayes utilise les probabilités 1—32 15—2 et % si 'attribut n'a que 3
e valeurs distinctes.

Arbres de

décision

Régression

40/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. R . . .
DJEFFAL Cas particulier : Valeurs inexistante

s @ En pratique, on peut vouloir trouver la classe d'un
SR enregistrement dont la valeur d'un attribut n'existe pas
Apprentissage

cupervisé dans la table.

Evaluation @ "Estimateur de Laplace” : ajouter 1 a tous les

Sombinaison numérateurs des probabilités et on ajoute le nombre de
e modéles o i p X

Methodes valeurs distinctes de cet attribut au dénominateur.

KPPV @ Par exemple au lieu d'avoir les probabilités %, % et %, on
Naive Bayes utilise les probabilités 1—32 15—2 et % si 'attribut n'a que 3
e valeurs distinctes.

Arbres de . e T ’

décision @ Minimiser la probabilité sans I'annuler

Régression

40/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

- Valeurs continues : Loi normale
r .

DAL @ |'algorithme ne prend pas en compte, bien comme il faut,
Touls die les valeurs numériques continues,

data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

41/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining " "
- Valeurs continues : Loi normale
r .

DAL @ |'algorithme ne prend pas en compte, bien comme il faut,
Touls die les valeurs numériques continues,

data mining

, @ il se base uniquement sur les égalités des valeurs.
Apprentissage

supervisé
Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

41/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

- Valeurs continues : Loi normale
r .

DAL @ |'algorithme ne prend pas en compte, bien comme il faut,
Touls die les valeurs numériques continues,

data mining

, @ il se base uniquement sur les égalités des valeurs.
Apprentissage

supervisé

@ On ne peut pas dire que la probabilité de 12.36 est égale a
0 seulement car la valeur 12.36 est inexistante

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

41/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining " "
- Valeurs continues : Loi normale
r .

DAL @ |'algorithme ne prend pas en compte, bien comme il faut,
Touls die les valeurs numériques continues,

data mining

, @ il se base uniquement sur les égalités des valeurs.
Apprentissage

supervisé

@ On ne peut pas dire que la probabilité de 12.36 est égale a
0 seulement car la valeur 12.36 est inexistante

Evaluation

Combinaison

de modles @ Solution supposer que la distribution des valeurs de

Méthodes I'attribut est normale,
KPPV

Naive Bayes
AG

Arbres de
décision

Régression

41/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining " "
- Valeurs continues : Loi normale
r .

DAL @ |'algorithme ne prend pas en compte, bien comme il faut,
Touls die les valeurs numériques continues,

data mining

, @ il se base uniquement sur les égalités des valeurs.
Apprentissage

supervisé

@ On ne peut pas dire que la probabilité de 12.36 est égale a
0 seulement car la valeur 12.36 est inexistante

Evaluation

Combinaison

de modles @ Solution supposer que la distribution des valeurs de

Méthodes I'attribut est normale,
KPPV . P
@ On calcule sa moyenne et sont écart type et la probabilité

peut étre calculée selon la loi normale :

Naive Bayes

AG

Arbres de —2

décision 1 _de
o PX=x2)=———e 27

Régression 2ﬂ_p2

41/75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. z H
DJEFRAL Caractéristiques

T aches du @ Méthode naive de Bayes applicable uniquement en cas de

A Gl vérification de I'indépendance entre les attributs,

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

42 /75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. z H
DJEFRAL Caractéristiques

T aches du @ Méthode naive de Bayes applicable uniquement en cas de

elrne vérification de I'indépendance entre les attributs,

Apprentissage Al Z - P 5

supervisé o ontrole par la matrice de correlation et ses valeurs
Contr8lé par la matrice d lation et |

Evaluation propres.

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

42 /75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. z H
DJEFRAL Caractéristiques

T aches du @ Méthode naive de Bayes applicable uniquement en cas de

elrne vérification de I'indépendance entre les attributs,

Apprentissage Al Z - P 5

supervisé o ontrole par la matrice de correlation et ses valeurs
Contr8lé par la matrice d lation et |

Evaluation propres.

Combinaison

o @ Les attributs numériques doivent avoir une distribution
Méthodes normale.

KPPV
Naive Bayes
AG

Arbres de
décision

Régression

42 /75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. z H
DJEFRAL Caractéristiques

T aches du @ Méthode naive de Bayes applicable uniquement en cas de

elrne vérification de I'indépendance entre les attributs,

Apprentissage Al Z - P 5

supervisé o ontrole par la matrice de correlation et ses valeurs
Contr8lé par la matrice d lation et |

Evaluation propres.

Combinaison

o @ Les attributs numériques doivent avoir une distribution
Méthodes normale.

RFPY @ Méthode simple et moins coliteuse en temps de calcul
Naive Bayes
AG

Arbres de
décision

Régression

42 /75



Méthodes probabilistes

Classification bayésienne naive

Data Mining

Dr A. z H
DJEFRAL Caractéristiques

T aches du @ Méthode naive de Bayes applicable uniquement en cas de

elrne vérification de I'indépendance entre les attributs,

Apprentissage Al Z - P 5

supervisé o ontrole par la matrice de correlation et ses valeurs
Contr8lé par la matrice d lation et |

Evaluation propres.

Combinaison

o @ Les attributs numériques doivent avoir une distribution
Méthodes normale.
RFPY @ Méthode simple et moins coliteuse en temps de calcul

Naive Bayes

@ Incrémentale :I'arrivée d'une nouvelle information (classe
Arbres o d'un nouvel enregistrement) ne nécessite pas de refaire
rores de

décision tous les calculs pour la prendre en considération.

Régression

AG

42 /75



Méthodes par évolution simulée

Algorithmes génétiques : principe pour optimisation

Data Mining

Initialise
Dr A. .
DJEFFAL Population

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV

Naive Bayes

Arbres de
décision

Régression

Solution Set



Méthodes par évolution simulée

Algorithmes génétiques : Exemple

Data Mining

Dr A.

BIEAL @ L'exemple suivant montre un ensemble de données avec
e d quatre attributs : Outlook, Temperature, Humidity, Windy
aches du . N L.
data mining et I'attribut a prédire Class.
Apprentissage
supervisé
Evaluation . -
Outiosk Temperature Humidty Windy Class
Combinaison sunny hat high false N
de modeéles sunny hat hugh true N
, awarcast hot hgh false P
Méthodes ran mild hegh talse P
KPPV ran cool normal  false P
ran cool normal  true N
Naive Bayes avarcast cool normal  true P
s=urny mild high false N
Surny cool normal  false P
Ahres dl ran mild normal  false P
eeson s=urny mild normal  rue P
avarcast mild high rue P
Régression avarcast hot normal  false P
raun mild high true N



Méthodes par évolution simulée

Algorithmes génétiques : Application dans |'apprentissage suérvisé

Data Mining

Dr A.
DJEFFAL

Taches du

data mining @ Fonction a inférer : ensemble de K regles de décision
AT Exemple :
S - Si Outlook=sunny et Humidity =high alors Class=N
N - Si Humidity = Normal alors Class = P - Si
pgisnivio Outlook=rainy et Temperature=hot et Windy=false alors

Méthodes Class=N - ...
KPPV

Evaluation

@ Une solution : Un ensemble de K regles

Naive Bayes

@ Une génération un ensemble de N regles (N>K)

Arbres de
décision

Régression



Méthodes par évolution simulée

Algorithmes génétiques : Application dans |'apprentissage suérvisé

Data Mining

Dr A.
DJEFFAL

Un chromosome : une regle
o’sunny\ ?\high\ ?\Non‘

Taches du
data mining

A ti -
umorvist ° ’ ? \ ? \ normal \ ? \ Oui ‘
Evaluation o [ rainy [ hot | 7 [ false [ Non |
Combinaison @ Une mutation : changement des valeurs d'une regle
de modeles
Méthodes @ Un croisement : permutation des valeurs de deux regles
KPPV @ Fonction de fitness : Nombre de réalisations de la regle
A dans la base d'entrainement
o Critére d'arrét : Taux de reconnaissance du modeéle

Arbres de
décision

Régression

46 /75



Méthodes par évolution simulée

Algorithmes génétiques : Application dans |'apprentissage suérvisé

Data Mining

Dr A.
DJEFFAL

@ Choisir aléatoirement un ensemble de N regles;

Taches du
data mining

@ Calculer la fitness (nombre de réalisation) de chaque régle
Apprentissage ; . .
supervisé © Trier les regles selon leur fitness

Evaluation

@ Choisir les K meilleurs regles

Combinaison
de modeles © Calculer le taux de reconnaissance de ces K régles

Méthod . , o N .
e O Si le taux et accepté alors utiliser le modele et fin
KPPV

@ Effectuer des mutations et croisements sur les K régles
pour obtenir N regles

Arbres de 6 A”er \a 2

décision

Naive Bayes

Régression

4775



Principe

Définition

Data Mining

DrA. 5 > ; ' ; iy
OULFEAL Une méthode tres efficace d’apprentissage supervisé.

T aches du @ Partitionne un ensemble de données en des groupes les
atiE T plus homogenes possible du point de vue de la variable a
Apprentissage prédire.

supervisé

Evaluation @ On prend en entrée un ensemble de données classées,
Combinaison @ On fournit en sortie un arbre ou :

de modeles

o chaque nceud final (feuille) représente une décision (une
classe)

e chaque nceud non final (interne) représente un test.

o Les branches représentent les résultats des tests

Méthodes

KPPV

Naive Bayes

AG

@ Chaque feuille représente la décision d'appartenance a une
classe des données vérifiant tous les tests du chemin
menant de la racine a cette feuille.

Arbres de
décision

Régression

4875



Principe

Exemple

Data Mining

Dr A. . s
BIEAL @ L'exemple suivant montre un ensemble de données avec

. . / T
quatre attributs : Ensoleillement, Température, Humidité,
Taches du
' . N J T
data mining Vent et 'attribut a prédire Jouer.
Apprentissage
supervisé
~N Ensoleillement | Température | Humidité | Vent | Jouer
Evaluation 1 Soleil 75 70 Oui Onui
o 2 Soleil 80 20 Oui Non
Combinaison
N 3 Soleil 85 85 Non Non
de modeles
4 Soleil 72 95 Non Non
Méthodes 5 Soleil 69 70 Non Oui
KPPV G Couvert 72 20 Oui Oui
Couvert 83 78 Non Oui
Naive Bayes 8 Couvert 64 65 Oui Onui
e 9 Couvert 81 75 Non Oui
10 Pluie 71 s80 Oui Non
Arbres de 11 Pluie 65 70 Onui Non
décision 12 Pluic 75 80 Non Oui
Régression 13 Pluie 68 80 Non Oui
14 Pluic 70 26 Non Oui




Principe

Data Mining

Dr A.

DJEFFAL @ L'arbre appris a partir de cet ensemble de donnée est le

Taches du suivant :

data mining

Apprentissage
supervisé

Ensoleillement =?

Evaluation

Combinaison
de modeles

Coyv

Méthodes

KPPV (lasse « Qui»

Naive Bayes

AG

Arbres de

décision (lasse « Oui » (lasse «Non » (lasse « Non» (lasse «Oui »

Régression



Principe

Exemple

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

. @ En effet, toutes les données ayant I'attribut
?Lﬁ,perfvni:éssage Ensoleillement="Soleil" et I'attribut Humidité>77.5
Evaluation appartiennent a la classe 1 ("oui”).

Combinaison

b e @ Toute nouvelle donnée peut étre classée en testant ses
e valeurs d'attributs I'un apres |I'autre en commencant de la
KPPV racine jusqu'a atteindre une feuille c'est-a-dire une

Naive Bayes décision.

AG

Arbres de
décision

Régression



Construction

Généralités

Data Mining

Dr A.
DJEFFAL

Taches du

Sy @ Pour construire un tel arbre, plusieurs algorithmes
Apprentissage existent : ID3, CART, C4.5,...etc.

supervisé

@ On commence généralement par le choix d'un attribut puis
le choix d'un nombre de critéres pour son nceud.

Evaluation
Combinaison
de modeles

@ On crée pour chaque critére un nceud concernant les

Méthod s ;o ape .
cese données vérifiant ce critére.

KPPV
Naive Bayes @ L'algorithme continue d'une fagcon récursive jusqu'a obtenir
AE des nceuds concernant les données de chaque méme classe.

Arbres de
décision

Régression



Construction
Algorithme de base

Data Mining

Dr A.
DJEFFAL

Taches du

e @ L’'arbre est construit récursivement de haut en bas selon le
i principe " diviser pour régner”

supervisé

Evaluation @ Au début tous les exemples sont dans la racine

Combinaison

i, @ Les attributs sont catégoriels (si continus, il doivent étre
Méthodes discrétisés)

Ry @ Les exemples sont partitionnés récursivement selon les

attributs sélectionnés

Naive Bayes
AG

Arbres de
décision

Régression

53 /75



Construction
Algorithme de base

Data Mining

Dr A.
DJEFFAL

Taches du

data mining @ Les attributs sont sélectionnés selon des heuristiques ou
Apprentissage des statistiques (gain d'informations) classe.

supervisé

Evaluation e Conditions d’arrét
Combinaison o Tous les exemples d'un nceud appartiennent a la méme
de modeles
classe
o |l ny a plus d'attributs pour plus de partitionnement : la
majorité est employée pour classer une feuille
o Il ny a plus d'exemples restants.

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Construction

Algorithme CONSTRUIRE-ARBRE(D : ensemble de données)

Data Mining Créer nCEle N

ORERAL @ Si tous les exemples de D sont de la méme classe C alors
Retourner N comme une feuille étiquetée par C';
Taches du . . . .
data mining @ Si la liste des attributs est vide alors
Apprentissage Retourner N Comme une feuille étiquetée de la classe de

supervisé

la majorité dans D ;
Sélectionner I'attribut A du meilleur Gain dans D ;
Etiqueter N par I'attribut sélectionné;

Liste d'attributs <« Liste d'attributs - 4;
Pour chaque valeur V; de A Faire
e Soit D; I'ensemble d’exemples de D ayant la valeur de
AG A=Vi;
ibres de o Attacher a N le sous arbre généré par I'ensemble Di et la
liste d'attributs
e FinPour;

@ Fin;

Evaluation

Combinaison
de modeles

Méthodes

KPPV

Naive Bayes

Régression

55 /75



Construction

Probléemes a résoudre

Data Mining

Dr A En réalité ce n'est pas si simple, plusieurs problemes doivent
DJEFFAL ~ ,
&tre résolus :

Taches du
data mining

e Comment choisir I'attribut qui sépare le mieux I'ensemble
Apprentissage , .
supervisé de données? On parle souvent de la variable de
Evaluation segmentation.

Combinaison

T @ Comment choisir les critéres de séparation d'un ensemble
Méthodes selon |'attribut choisi, et comment ces criteres varient
KPPV selon que I'attribut soit numérique ou symbolique 7

WERR EEres @ Quel est le nombre optimal du nombre de critéres qui

AG minimise la taille de I'arbre et maximise la précision ?
Arbres de
décision

@ Quels sont les critéres d’arrét de ce partitionnement,
Régression sachant que souvent I'arbre et d'une taille gigantesque ?
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Choix d'attribut

Généralité

Data Mining

Dr A.
DJEFFAL

s i Il s’agit de choisir parmi les attributs des données, celui

CELE) TS qui les sépare le mieux du point de vue de leurs classes
Apprentissage JEB

supervisé deJa connues.

Evaluation @ Pour choisir le meilleur attribut, on calcule pour chacun
Sombinaison une valeur appelée " Gain” qui dépend des différentes

e modéles

Ve valeurs prises par cet attribut.

KPPV @ Cette mesure est basée sur les recherches en théorie
Naive Bayes d’'informations menées par C.Shannon.

AG

r— @ Gain d' information (ID3/C4.5)
décision

Régression



Gain d'information
Principe (1)

Data Mining

Dr A.
DJEFFAL

Taches du @ Sélectionner I'attribut du gain le plus élevé

data mining

Apprentissage @ Supposons qu'il y a deux classes P et N

supervisé

@ Soit I'ensemble d'exemples S contenant p exemples de la
classe P et n exemples de la classe N

Evaluation
Combinaison
de modeles

@ La quantité d'information nécessaire pour décider qu’un
exemple dans S appartienne a P ou N est définie par :

p p n
H(S)=- [ - l
(5) p+n092(p+n)p+n092(p+n)

Méthodes
KPPV

Naive Bayes

AG

Arbres de
décision

Régression
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Gain d'information
Principe (1)

Data Mining

Dr A. . ’ .
DJEFFAL @ Supposons qu’en utilisant I'attribut A un ensemble S sera

divisé en {51, 59, ...,5,}

@ Si S; contient p; exemples de P et n; exemples de N,

Taches du
data mining

Apprentissage

S I'entropie, ou I'information attendus nécessaire pour
Evaluation classifier les objets dans le sous arbre S; est :
Combinaison

de modeles v . )

Méthodes H(A) = MH(SJ

KPPV -1 P +n

Naive Bayes

@ Le codage d’information qui peut étre gagné en se

AG branchant a A est

Arbres de
décision

Régression Ga’zn(A) = H(S) - H(A)
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Gain d'information
Principe (2)

Data Mining

Dr A.
DJEFFAL

Taches du @ Soit un ensemble X d'exemples dont une proportion p.

data mining .. . , .
Aoprentisosge sont positifs et une proportion p. sont négatifs.

supervisé @ Bien entendu, D+ +p— =1

Evaluation

@ L'entropie de X est :

Combinaison
de modeles

Méthodes H(X) = —p+l0g2 (p+)—p_l092 (p_)
KPPV

Naive Bayes o Biensur

A 0<H(X)<1

Arbres de
décision

Régression
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Gain d'information
Principe (3)

Data Mining

DrA. Sipr =0o0up. =0, alors H(X) =0.

DJEFFAL

@ Ainsi, si tous exemples sont soit tous positifs, soit tous
Taches d , . , . .
data mining négatifs, I'entropie de la population est nulle.

Pl e Sipy =p.=0.5 alors H(X) = 1.

supervisé
Evaluation @ Ainsi, s'il y a autant de positifs que de négatifs, |'entropie
Combinaison est maXimaIe.

de modeles

Méthodes ) |Xa . |

KPPV Gain(X,a;) = H(X)- Z ﬁH(Xa].:U)
Naive Bayes UEUCLle’U,TS(aj)
AG

® Xg;—y, est I'ensemble des exemples dont I'attribut

considéré a; prend la valeur v,

Arbres de
décision

Régression

@ la notation |X| indique le cardinal de I'ensemble X.
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Gain d'information

Exemple

Data Mining

Dr A. . ) " 7 s 7
DJEFFAL Le Gain du champs "Vent” de la table précédente est calculé

Taches du comme suit :
S Gain( X, vent) = H(X) = fiH(Xomou) = F1H(Xomen
e na-
S H(X) = —Ziny 2 — Llng = 0.940
de modsles H (X a=non) = —(8Ino? + ZIny3) = 0.811
éthodes Et
H (o) = —(Fnsd + insd) =10
Naive Bayes Dot :
AG Gaoi?:z(X,vent) =0.940 — % %0811 — £ % 1.0

Arbres de
décision

=0.048

Régression



Taille de I'AD

Choix de la bonne taille de I'arbre

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

@ AD construit peut étre d'une taille trés importante
A ti £ H
L épuisant les ressources de calcul et de stockage.

Evaluation @ Solution = élagage :éliminer de I'’AD les branches les
Combinaison moins significatives (déduisant d'un min d'exemples ou de

de modeéles R )
Ve appartenant a diff classes).

KPPV ° Elagage avant ou apres |'apprentissage (pré et
Naive Bayes pOSt-é|agage)
AG

Arbres de
décision

Régression
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Taille de I'AD

Pré-élagage

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Effectué lors de la construction de |'arbre,

Apprentissage
supervisé

@ lorsqu’on calcule les caractéristiques statistiques d'une
partie des données tel que le gain, on peut décider de
Combinaison

de modzles I'importance ou non de sa subdivision,
Méthodes

Evaluation

@ ainsi on coupe complétement des branches qui peuvent
KPPV N v
etre generée.
Naive Bayes

AG

Arbres de
décision

Régression
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Taille de I'AD

Post-élagage

Data Mining

Dr A.
DJEFFAL

Effectué apres la construction de |'arbre en coupant des
Taches du . .
data mining sous arbres entiers et en les remplacant par des feuilles
Apprentissage représentant la classe la plus fréquente dans |I'ensemble des
supervisé ,

données de cet arbre.

Evaluation

- @ On commence de la racine et on descend,
de modeéles

@ pour chaque nceud interne (non feuille), on mesure sa
complexité avant et apres sa coupure (son remplacement
par une feuille),

Méthodes
KPPV
Naive Bayes
AG @ si la différence est peu importante, on coupe le sous arbre
Arbres de et on le remplace par une feuille.

décision

Régression
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Régression linéaire simple

Définition

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

A @ Le modéele le plus utilisée : le modele linéaire

supervisé
Evaluation

Combinaison
de modeles

Méthodes

KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Régression linéaire simple
Définition

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

A @ Le modéele le plus utilisée : le modele linéaire

supervisé

Eeeistem @ Permet de décrire la relation entre une seule variable de
Combinaison sortie et une ou plusieurs variables d’entrée.

de modeles

Méthodes

KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Régression linéaire simple

Définition

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

A @ Le modéele le plus utilisée : le modele linéaire

supervisé
Eeeistem @ Permet de décrire la relation entre une seule variable de
Combinaison sortie et une ou plusieurs variables d’entrée.

de modeles

Méthodes o C'est la Régression linéaire.

KPPV
Naive Bayes
AG

Arbres de
décision

Régression



Régression linéaire simple
Exemple

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modéles

Méthodes
KPPV

Naive Bayes

AG

Arbres de
décision

Régression




Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression
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Régression linéaire simple

Principe

discretes .

@ Régression :

Les classes des valeurs numériques et non




Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

Régression linéaire simple

Principe

@ Régression :
discretes .

Les classes des valeurs numériques et non

@ D ensemble d'entrainement :

D= {(l’l,yl), (1‘27y2)3 (XY (l’myn)} C R x R




Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

Régression linéaire simple

Principe

@ Régression :
discretes .

Les classes des valeurs numériques et non

@ D ensemble d'entrainement :

D= {(l’l,yl), (1‘27y2)3 (XY (l’myn)} C R x R

o Trouver une fonction f : R™ — R qui vérifie
f(xi) = yi; Vi=1l.n.




Régression linéaire simple

Principe

Data Mining @ Régression :

Dr A. H >
oA discretes .

Les classes des valeurs numériques et non

@ D ensemble d'entrainement :
Taches du

data mining

Apprentissage D = {(xl,yl), ($2,y2), ceey (l’n,yn)} C %m X §R

supervisé

Evaluation

@ Trouver une fonction f:R™ = R qui vérifie

0 modles” f(zs) =y Vi=1l.n.

Wiietes o Difficile a trouver : rechercher une fonction qui rapproche
KPPV des y;

Naive Bayes
AG

Arbres de
décision

Régression




Régression linéaire simple

Principe

Data Mining @ Régression :

Dr A. H >
oA discretes .

Les classes des valeurs numériques et non

@ D ensemble d'entrainement :
Taches du

data mining

Apprentissage D = {(1’1,y1), ($2,y2), ceey (l’n,yn)} C %m X §R

supervisé

Evaluation

@ Trouver une fonction f:R™ = R qui vérifie
0 modles” f(zs) =y Vi=1l.n.
MiSirtes o Difficile a trouver : rechercher une fonction qui rapproche
KPPV des y;

Naive Bayes

ac e Fonction minimisant la différence entre f(z;) et les y; :

Arbres de n
décision . N 9
Régression MZn Z (yl _ f(l‘l))

i=1




Régression linéaire simple

Principe

Data Mining

Dr A.
DJEFFAL

@ Souvent, f est considérée comme fonction linéaire :

~

Taches du

data mining f = <w, CC> i b,

Apprentissage @ w est un vecteur et b est un scalaire.

supervise

Evaluation @ Le probleme revient donc a trouver un hyperplan

oty caractérisé par w* et b* qui minimise I'écart global entre f
€ modeles

Méthodes et Ies yl

KPPV n

Nave |Bayes (w*,b") = argming, E (yi — (w, ;) — b)?

AG =1

Arbres de
décision

Régression



Régression linéaire simple

Principe

Data Mining

Dr A. ~ o, . ., .
DJEFFAL @ Souvent, f est considérée comme fonction linéaire :

~

Taches du f = <'LU, $> + b,

data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes

KPPV

Naive Bayes

AG

Arbres de
décision

P 2 o
Régression



Régression linéaire simple

Principe

Data Mining

Dr A. ~ o, . ., .
DJEFFAL @ Souvent, f est considérée comme fonction linéaire :

~

Taches du f - <'LU, $> + b,

data mining o
@ w est un vecteur et b est un scalaire.

Apprentissage

supervisé

Evaluation

Combinaison
de modeles

Méthodes

KPPV

Naive Bayes

AG

Arbres de
décision

P 2 o
Régression



Régression linéaire simple

Principe

Data Mining

Dr A. ~ o, . ., .
DJEFFAL @ Souvent, f est considérée comme fonction linéaire :

Taches du f = <'LU, x> + b,
data mining

@ w est un vecteur et b est un scalaire.
Apprentissage

supervisé

@ Le probleme revient donc a trouver un hyperplan

Evaluation caractérisé par w* et b* qui minimise I'écart global entre f
Combinaison I
de modeéles et €s y’l
Méthodes
[
(w*,b") = argming, g (w, z;) — b)?

Naive Bayes 1

P

AG

Arbres de
décision

Régression



Régression linéaire simple

Principe

Data Mining

Dr A. ~ o, . ., .
DJEFFAL @ Souvent, f est considérée comme fonction linéaire :

Taches du f = <'LU, x> + b,
data mining

@ w est un vecteur et b est un scalaire.
Apprentissage

supervisé

@ Le probleme revient donc a trouver un hyperplan

Evaluation caractérisé par w* et b* qui minimise I'écart global entre f
Combinaison I
de modéles et les y’l
Méthodes
KPPV

(w*,b") = argming, g (w, ;) — b)?
Naive Bayes

=1

AG
Arbres de @ Si m =1 : régression linéaire simple, sinon régression

décision

linéaire multiple.

Régression



Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

Régression linéaire simple

Principe

@ L'équation a minimiser est :

(w,b) = argminyp ¥ _ (yi — wz; — b)?
i=1

@ Dériver par rapport a w et b et annuler les dérivées :

w =Y —bX
> (Xi—X)(Y;—Y)
b — =1 -
> (X:-X)

@ |'estimation Y pour une nouvelle entrée X :

Y =w+bX




Régression linéaire multiple

Définition

"/ni

&)

Data Mining
o A o Utilisée pour estimer une sortie en fonction de plusieurs

DJEFFAL entrées (extension de la précédente) :
Taches du

data mining }/; — /80 _|_ /Ble’i _|_ e + /BTLXTH, + ei

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression




Régression linéaire multiple

Définition

Data Mining
o A o Utilisée pour estimer une sortie en fonction de plusieurs

DJEFFAL entrées (extension de la précédente) :
Taches du

data mining }/; — /80 _|_ /Ble’i _|_ e + /BTLXTH, + ei

Apprentissage
supervisé Z - . .
@ Représentation matricielle :

Evaluation

Combinaison
de modeéles [Y] = /6[X] + €

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression




Régression linéaire multiple

Définition

Data Mining
o A o Utilisée pour estimer une sortie en fonction de plusieurs

DJEFFAL entrées (extension de la précédente) :

Taches du
data mining }/; — /80 _|_ /Ble’i _|_ e + /BTLXTH, + ei

Apprentissage
supervisé

@ Représentation matricielle :

Evaluation

Combinaison

de modéles [Y] — /6[X] + €
Méthodes

KPPV o [Y] matrice de sortie 1 x n

Naive Bayes
AG

Arbres de
décision

Régression




Régression linéaire multiple

Définition

Data Mining
o A o Utilisée pour estimer une sortie en fonction de plusieurs

DJEFFAL entrées (extension de la précédente) :

Téchesld.u
data mining }/; — /80 _|_ /Ble’i _|_ e + /BTLXTH, + ei
Apprentissage

supervisé

@ Représentation matricielle :

Evaluation

Combinaison

de modéles [Y] — /6[X] + €
Méthodes

KPPV o [Y] matrice de sortie 1 x n

Naive Bayes o [X] matrlces d'entl’ée N Xn
AG

Arbres de
décision

Régression




Régression linéaire multiple

Définition

"/ni

&)

Data Mining

or A Utilisée pour estimer une sortie en fonction de plusieurs

DJEFFAL entrées (extension de la précédente) :
Téchesld.u
data mining }/; — /80 _|_ /Ble’i _|_ coo + /BTLXTH, + €
Apprentissage
supervisé Z - . .
. @ Représentation matricielle :
Evaluation
Combinaison
de modeéles [Y] = /6[X] + €
Méthodes . .
.y o [Y] matrice de sortie 1 x n
Naive Bayes o [X] matrlces d'entl’ée N Xn
AG @ (3 matrice 1 x N de coefficients

Arbres de
décision

Régression




Régression linéaire multiple

Définition

"/ni

&)

Data Mining

or A Utilisée pour estimer une sortie en fonction de plusieurs

DJEFFAL entrées (extension de la précédente) :
Téchesld.u
data mining }/; — /80 _|_ /Ble’i _|_ coo + /BTLXTH, + €
Apprentissage
supervisé Z - . .
. @ Représentation matricielle :
Evaluation
Combinaison
de modeéles [Y] = /6[X] + €
Méthodes . .
.y o [Y] matrice de sortie 1 x n
Naive Bayes o [X] matrlces d'entl’ée N Xn
AG @ (3 matrice 1 x N de coefficients
Arbres de . ) ) . .
décision @ ¢ matrice 1 x n d’erreurs d'estimation,

Régression




Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

Régression linéaire multiple

Définition

Utilisée pour estimer une sortie en fonction de plusieurs
entrées (extension de la précédente) :

Yi=0o+ 51X+ + BnXni + 6

Représentation matricielle :

[Y] matrice de sortie 1 x n

[X] matrices d'entrée N X n

6 matrice 1 X N de coefficients

e matrice 1 X n d'erreurs d'estimation,

n le nombre d'exemples et N le nombre d'attributs.




Calcul

\j./g\ Régression linéaire multiple
e

Data Mining

Dr A.
DJEFFAL

Taches d ;.
i @ On dérive et on annule pour calculer la SSE (Error Sum of
Apprentissage Squares) .

supervisé

o 6= (XT' - (XD N(XT - [¥])

Méthodes
KPPV

Naive Bayes

AG

Arbres de
décision

Régression



Régression linéaire multiple

Calcul

Data Mining

Dr A.
DJEFFAL

Taches d ;.
i @ On dérive et on annule pour calculer la SSE (Error Sum of

Apprentissage Squares) .

supervisé

o 6= (XT' - (XD N(XT - [¥])

Méthodes @ Si les tailles (n)des matrices [X] et [Y] atteint plusieurs
Y millions, le calcul de (3 nécessite des solutions

N Brves d’optimisation.

AG

Arbres de
décision

Régression



Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes
KPPV
Naive Bayes
AG

Arbres de
décision

Régression

Régression non linéaire

@ Des pbs de régression non linéaire généralement
transformés régression linéaire par transformation de
variables.




Régression

Régression non linéaire

Data Mining

Dr A.
DJEFFAL

Taches du @ Des pbs de régression non linéaire généralement

data mining 5 o . o 7. o o
transformés régression linéaire par transformation de

Apprentissage .

supervisé Val’lab|es.

Evaluation

@ Par exemple, le probleme non linéaire suivant :

Combinaison
de modeles

Méthodes Y =a+51X1 + B2 Xo + B3X1X3 + 81 X2X3
[

Naive Bayes

AG 4

Arbres de
décision

Régression



Régression

Régression non linéaire

Data Mining

Dr A.
DJEFFAL

Taches du @ Des pbs de régression non linéaire généralement

data mining 5 o . o 7. o o
transformés régression linéaire par transformation de

Apprentissage .

supervisé Val’lab|es.

Evaluation

@ Par exemple, le probleme non linéaire suivant :

Combinaison
de modeles

Méthodes Y =a+51X1 + B2 Xo + B3X1X3 + 81 X2X3

KPPV A 7 \ - .
@ peut étre transformé en un modele linéaire en posons des

nouvelles variables Xy = X1 X3 et X5 = X2 X3.

Naive Bayes

AG

Arbres de
décision

Régression



Régression

Utilisation pour la classification

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

@ La régression peut étre utilisée pour la classification

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes

KPPV

Naive Bayes
AG

Arbres de
décision

Régression



Régression

sation pour la classification

Utili

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Apprentissage
supervisé

Evaluation

Combinaison
de modeles

Méthodes

KPPV

@ La régression peut étre utilisée pour la classification

@ Binaires seulement : estimer la probabilité d'appartenance
a I'une des deux classes.

Naive Bayes
AG

Arbres de
décision

Régression




Régression

Utilisation pour la classification

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Aoorenti @ La régression peut étre utilisée pour la classification
pprentissage

supervisé

@ Binaires seulement : estimer la probabilité d'appartenance
a I'une des deux classes.

Evaluation

Combinaison
de modeles

o Utiliser une fonction linéaire qui fournit une probabilité.
Méthodes

KPPV

Naive Bayes
AG

Arbres de
décision

Régression



Régression

Utilisation pour la classification

Data Mining

Dr A.
DJEFFAL

Taches du
data mining

Aoorenti La régression peut étre utilisée pour la classification
pprentissage
PP @ Binaires seulement : estimer la probabilité d'appartenance
Evaluation N

a l'une des deux classes.
Combinaison
de modéles o Utiliser une fonction linéaire qui fournit une probabilité.
Méthodes . , , . ..
copy o Ce type de régression s'appelle la régression logistique.

Naive Bayes
AG

Arbres de
décision

Régression
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